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摘 要： 基于组概率的学习方法因其能够很好地保护数据的隐私性而成为近年来机器学习领域的研究热点．已
有的组概率学习方法虽然取得了一定的效果，但是在模型训练时仅考虑单一的场景信息，如果在当前领域所采集的数

据信息有限，则在当前领域下建立的分类模型泛化能力较差．针对此问题，提出了一种基于组概率和结构风险最小化
模型的迁移组概率学习机（ＴＧＰＬＭ）．该方法通过构造领域相似距离项来引入历史领域的先验知识，提出了针对类标签
保护数据的增强型分类器优化目标学习准则，以期在有效利用当前领域数据类标签组概率信息的同时借鉴历史领域

相关知识来指导当前领域下的学习任务．基于模拟、ＵＣＩ及 ＰＩＥ人脸等数据集上的实验结果表明，本文所提之方法是
有效的．
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１ 引言

目前，在政治选举、欺诈检测和垃圾邮件过滤等领

域，利用数据的组概率知识来解决模式分类问题受到越

来越多的关注［１～４］．如文献［２］中的投票选举事件，对于
整个参加选举的地区（或区域）每张选票的结果是不公

开的，但对该地区（区域等）划分的各个子区域而言，关

于每个候选人的得票情况是清楚的，这些数据就构成了

该区域内各个候选人的类标签组概率，若能对这些组概

率数据进行有效地的分析，那么其分析的结果可以为未

来所进行的选举提供一种有价值的参考．此类情况在欺

诈监测［２］和垃圾邮件鉴别［４］等领域同样大量存在，其特

点是仅已知数据分组的类标签组概率的条件下的类别

判定任务，其是一种介于有监督学习和无监督学习之间

的一种特殊的半监督学习方法．组概率信息的优势是对
原始数据提供的隐私保护性，而隐私保护恰是当前社会

关注的重点及研究的热点之一［５～７］，这就使得如何利用

组概率信息构建一种精度高，泛化能力强的数据分类模

型变得十分重要．
目前为了解决上述场景下的数据分类任务已存在

一些研究成果及相应的处理策略［２，３］，其中有代表性的

工作是２０１０年 ＳｔｅｆａｎＲｕｅｐｉｎｇ提出的反向标定支持向量
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机（ＩｎｖｅｒｓｅＣａｌｉｂｒａｔｉｏｎＳｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅ，ＩＣＳＶＭ），但
该方法却忽略了对历史相似场景数据的利用．迁移学
习［８～１０］作为一种有效利用历史数据的新型学习策略，

放松了对训练数据和测试数据同分布的要求，从而使

得当前的学习过程更为快速有效［８，９］．众多学者已就迁
移学习相关问题展开了深入研究，有代表性的有洪佳

明等人［１１］提出的基于领域相似性的迁移学习方法

（ＴｒＳＶＭ），Ｇａｏ等人［１２］提出的局部加权嵌入学习算法
（ＬＷＥ）和Ｂｒｉａｎ等人［１３］提出一种基于特征空间的大间
隔直推式迁移学习方法（ＬＭＰＲＯＪ）等．这些研究充分说
明了迁移学习作为一种机器学习新方法的有效性和实

用性．
本文从迁移学习的角度重新审视了上述仅含组概

率信息的数据分类问题，构造了一种新颖的迁移组概

率学习机（ＴｒａｎｓｆｅｒＧｒｏｕｐＰｒｏｂａｂｉｌｉｔｉｅｓｂａｓｅｄＬｅａｒｎｉｎｇＭａ
ｃｈｉｎｅ，ＴＧＰＬＭ）．该方法的主要思想在于将当前领域（目
标领域）的数据组概率知识和历史领域（源领域）的已

标注数据融入结构风险最小化学习框架中，通过构造

领域相似距离项来实现不同领域知识的迁移，从而构

造了一种基于迁移学习机制的优化目标学习准则，并

通过相关的理论得证新分类器的求解过程依然是一个

二次规划（ＱｕａｄｒａｔｉｃＰｒｏｇｒａｍｍｉｎｇ，ＱＰ）问题．相较于现有
的相关方法，本文工作具有如下优势：（１），新方法同时
借鉴了历史数据和新领域数据组概率，最大程度体现

了当前和历史领域迁移学习过程中的相似知识提取和

领域间相互学习的能力；（２），由于继承了基于经验风
险最小化框架的支持向量机的优点，使得所提方法的

寻优能力在理论上得到了保证；（３）将组概率信息作为
一种知识的具体表现形式用以进行地知识迁移，提高

了算法的隐私保护性，这也是以往的类似算法所不具

备的．

２ 反向标定技术（ＩＣ）

文献［２］提出了基于 Ｐｌａｔｔ模型［１４］的反向标定技术
（ＩｎｖｅｒｓｅＣａｌｉｂｒａｔｉｏｎ，ＩＣ），从而将组概率信息应用在数据
分类问题上．为了在后文中引出本研究的 ＴＧＰＬＭ方法
本节将对反向标定技术 ＩＣ做简要描述．

Ｐｌａｔｔ标定技术最初用来标定支持向量机［１５］（Ｓｕｐ
ｐｏｒｔＶｅｃｔｏｒＭａｃｈｉｎｅ，ＳＶＭ）的输出，文献［１６］提出了利用
Ｓｉｇｍｏｉｄ函数估计ＳＶＭ后验概率的输出方法，即

ｐ（ｙ＝１｜ｘ）＝１／（１＋ｅｘｐ（－Ａｆ（ｘ）＋Ｂ））， （１）
式（１）中 ｘ为样本特征向量，ｙ为样本标签，且 ｙ∈｛－
１，１｝，ｐ（ｙ＝１｜ｘ）为标签为正的概率，参数 Ａ和Ｂ通过
最小交叉熵获得．文献［２］所提反向标定技术（Ｉｎｖｅｒｓｅ
Ｃａｌｉｂｒａｔｉｏｎ）的主要思想是：取 Ａ＝１和 Ｂ＝０，则式（１）可
化成如下形式：

ｐ＝σ（ｙ）＝
１

１＋ｅｘｐ（－ｙ） （２）

变形得： ｙ＝σ－１（ｐ）＝－ｌｏｇ（
１
ｐ－１） （３）

式（３）中 ｐ为标签为正的样本概率．实际应用时为了避
免出现无效的 ｙ值，限定 ｐ∈［ε，１－ε］，ε为分类估计
器精度．

由于实际情况下是很难获取每个样本数据所对应

的类标签概率，所以更合理的方式是用组 Ｓｉ中类标签
估计的平均值来逼近分组类标签的预测值，即式（４）：

ｉ：
１
Ｓｉ ∑ （ｗＴｘｊ＋ｂ）≈ｙｉ （４）

其中（ｗ，ｂ）为样本分类超平面 ｆ（ｘ）＝ｗＴｘ＋ｂ的参数
对，该式可构建适用于类标签隐藏仅知组概率的数据

的支持向量机方法，详细过程参见文献［２］．

３ 迁移组概率学习机

本文以结构风险最小化模型及相关的组概率知识

构造了迁移组概率学习方法模型，其原理如图１所示．

由图１可知所提方法从已标记的历史数据和具有
类标签组概率信息的当前数据这两者中全面地获取了

有用知识，这样既保护了当前所研究数据类标签的隐

蔽性，又同时借助历史数据和当前领域数据类标签概

率来改善算法因类标签保护所带来的性能下降之缺

陷．
３１ 融合数据和组概率的目标函数构造

本文将研究重点置于最基本的二元分类问题上，

对 ＴＧＰＬＭ算法的具体形式构造如下：
ｍｉｎ
ｆｈ，ｆｃ∈ＨＫ

Ｊｈｉｓｔｏｒｙ（ｆｈ）＋Ｊｃｕｒｒｅｎｔ（ｆｃ）＋λｄ（ｆｈ，ｆｃ） （５）

其中，Ｊｈｉｓｔｏｒｙ（ｆｈ）＝ＣｈＶｈ（Ｄｈ，ｆｈ）＋
１
２ ｆ

 

ｈ
２
Ｋ，

Ｊｃｕｒｒｅｎｔ（ｆｃ）＝ＣｃＶｃ（Ｄｃ，ｆｃ）＋
１
２ ｆ

 

ｃ
２
Ｋ

针对式（５）给出如下说明：
（１）ｆｈ为历史领域Ｄｈ和当前领域Ｄｃ学习得到的决
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策函数；ＨＫ为特征空间下的函数集合．
（２）Ｊｈｉｓｔｏｒｙ（ｆｈ）为历史领域的风险函数，包含结构风

险项 ｆ

 

ｈ
２
Ｋ和经验风险项Ｖｈ（Ｄｈ，ｆｈ），其中 ｆ

 

ｈ
２
Ｋ为ｆｈ在

特征映射核空间的Ｌ２范式，Ｃｈ为历史领域正则化参
数．

（３）Ｊｃｕｒｒｅｎｔ（ｆｃ）为针对当前领域的风险函数，包含结
构风险项 ｆ

 

ｃ
２
Ｋ和经验风险项Ｖｃ（Ｄｃ，ｆｃ），其中 ｆ

 

ｃ
２
Ｋ为

ｆｃ在特征映射核空间的Ｌ２范式，Ｃｃ为当前领域正则化
参数．

（４）ｄ（ｆｈ，ｆｃ）为当前领域和历史领域间差异项，λ
为ｄ（ｆｈ，ｆｃ）的惩罚程度控制参数．

对于 ｄ（ｆｈ，ｆｃ），本文引入了如下具体实现形式：

ｄ（ｆｈ，ｆｃ）＝
１
２（ｗｃ－ｗ

 

ｈ
２＋（ｂｃ－ｂｈ）２） （６）

式（６）中（ｗｃ，ｂｃ）和（ｗｈ，ｂｈ）分别定义了当期领域和历
史领域数据的分类超平面．

进一步地，以ＳＶＭ学习框架为基础，结合公式（４），
（５）和（６），本文给出 ＴＧＰＬＭ的原始优化问题：

ｍｉｎ
ｗｃ，ｗｈ，ｂｃ，ｂｈ

１
２ ｗ

 

ｃ
２＋１２ ｗ

 

ｈ
２＋Ｃｈ∑

ｎ

ｉ＝１
ξ
ｈ
ｉ＋Ｃｃ∑

ｎ＋ｄ

ｉ＝ｎ＋１
（ξｉ＋ξｉ）

＋λ２（ｗｃ－ｗ

 

ｈ
２＋（ｂｃ－ｂｈ）２） （７）

ｓ．ｔ．ｙｉ（ｗＴｈｘｉ＋ｂｈ）≥１－ξ
ｈ
ｉ，ｉ＝１，…，ｎ，

ｄ
ｉ＝１：

１
Ｓｉ ∑ｊ∈Ｓｉ

（ｗＴｃｘｊ＋ｂｃ）≥ｙｉ－εｉ－ξｉ，

ｉ＝ｎ＋１，…，ｎ＋ｄ，

ｄ
ｉ＝１：

１
Ｓｉ ∑ｊ∈Ｓｉ

（ｗＴｃｘｊ＋ｂｃ）≤ｙｉ＋εｉ＋ξｉ，

ｉ＝ｎ＋１，…，ｎ＋ｄ．
其中ξ

ｈ
ｉ，ξｉ，ξ


ｉ≥０，ξ＝［ξ

ｈ
１，…，ξ

ｈ
ｎ，ξ１，…，ξｄ，ξ


１，…，

ξ

ｄ］
Ｔ为松弛向量；ｙｉ，ｉ＝ｎ＋１，…，ｎ＋ｄ为反向标定输

出值；ｎ为历史领域样本数，ｄ为当前领域分组数，本文
参考文献［２］的相关分组策略，所分每组样本个数相
同；Ｃｈ和Ｃｃ为为历史领域和当前领域领域正则化参数
（惩罚误差程度）．

对式（７）所示优化目标函数，本文给出如下说明：

（１）１２ ｗ

 

ｃ
２＋１２ ｗ

 

ｈ
２＋Ｃｈ∑

ｎ

ｉ＝１
ξ
ｈ
ｉ＋Ｃｃ∑

ｎ＋ｄ

ｉ＝ｎ＋１
（ξｉ＋

ξ

ｉ）分别表示历史领域数据和当前领域数据的结构风

险项和经验风险项．

（２）λ２（ｗｃ－ｗ

 

ｈ
２＋（ｂｃ－ｂｈ）２）反映了当前领域和

历史领域分类器的差异程度．
（３）约束条件 ｙｉ（ｗＴｈｘｉ＋ｂｈ）≥１－ξ

ｈ
ｉ，ｉ＝１，…，ｎ，是

为了保证历史领域中分类器尽可能正确分类．而约束

条件ｄ
ｉ＝１：

１
Ｓｉ ∑ｊ∈Ｓｉ

（ｗＴｃｘｊ＋ｂ）≥ｙｉ－εｉ－ξｉ和
ｄ
ｉ＝１：

１
Ｓｉ ∑ｊ∈Ｓｉ

（ｗＴｃｘｊ＋ｂ）≤ｙｉ＋εｉ＋ξｉ，ｉ＝ｎ＋１，…，ｎ＋ｄ，

则表示在当前领域中关于数据子集的 Ｓｉ的决策值与ｐｉ
的反向标定值尽可能接近．

（４）εｉ为当前领域数据子集Ｓｉ中反向标定而得ｙｉ
的逼近精度，本文采用文献［２］相同的方法，取εｉ＝
ε′

ｐｉ（１－ｐｉ）
，其中 ｐｉ为Ｓｉ中标签为正的数据的组概率，ε′

为一个较小的正常数．
这里值得指出的是，针对数据分布相近时的学习

问题已有不少的研究工作，如在多视角学习［１７］和模糊

系统建模［８］方面的研究，与之相比本文工作的特点在

于采用了不同的知识迁移策略，即通过历史领域的分

类超平面参数来指导当前领域的分类超平面参数的学

习．另外，值得指出的是本文工作的迁移学习涉及到组
概率信息，这也是相关文献未曾涉及到的．
３２ 相关定理推导和证明

式（７）所示原始问题可转化为如下的对偶问题进
行求解：

定理１ ＴＧＰＬＭ原始优化问题的对偶问题为：

ｍｉｎ
β

１
２β

Ｔ珟Ｋβ＋珓ｅＴβ， ｓ．ｔ．ｆＴβ＝０．（８）

其中 β＝［αｈ，α，α］Ｔ，
０≤β≤［Ｃｈ，…，Ｃ{ ｈ

ｎ

Ｃｃ，…，Ｃ{ ｃ
ｄ

Ｃｃ，…，Ｃ{ ｃ
ｄ

］，

ｆＴ＝［ｙ１，…，ｙｎ，１，…，{１
ｄ

，－１，…，{－１
ｄ

］，

珓ｅ＝［０，…，{ ０
ｎ

，ε－ｙ，ε＋ｙ］，

珘Ｋ＝

１＋λ
１＋２λ

Ｋｈ，ｈ＋
１
λ

λ
１＋２λ

Ｋｈ，ｃ －λ１＋２λ
Ｋｈ，ｃ

λ
１＋２λ

ＫＴｈ，ｃ
１＋λ
１＋２λ

Ｋｃ，ｃ －１＋λ１＋２λ
Ｋｃ，ｃ

－λ１＋２λ
ＫＴｈ，ｃ －１＋λ１＋２λ

Ｋｃ，ｃ
１＋λ
１＋２λ

Ｋｃ，













ｃ
（ｎ＋２ｄ）×（ｎ＋２ｄ）

，

Ｋｈ，ｈ＝（ｙｉｙｊｋ（ｘｉ，ｘｊ））ｉ，ｊ＝１，…，ｎ，

Ｋｈ，ｃ＝（
ｙｉ
Ｓｋ ∑ｊ∈Ｓｋ

ｋ（ｘｉ，ｘｊ））ｉ＝１，…，ｎ，ｋ＝１，…，ｄ，

Ｋｃ，ｃ＝（
１

Ｓｉ Ｓｊ ∑ｉ′∈Ｓｉ∑ｊ′∈Ｓｊ
ｋ（ｘｉ′，ｘｊ′））ｉ，ｊ＝１，…，ｄ．

证明 最小值问题式（７）的拉格朗日函数为：
Ｌ（ｗｃ，ｗｈ，ｂｃ，ｂｈ，ξ，ξ，ξｈ，α，α，αｈ）

＝１２ ｗ

 

ｃ
２＋１２ ｗｈ ２＋Ｃｈ∑

ｎ

ｉ＝１
ξ
ｈ
ｉ＋Ｃｃ∑

ｎ＋ｄ

ｉ＝ｎ＋１
（ξｉ＋ξｉ）

＋λ２（ｗｃ－ｗｈ
２＋（ｂｃ－ｂｈ）２）－∑

ｎ

ｉ＝１
ｒｈｉξ
ｈ
ｉ－∑

ｎ＋ｄ

ｉ＝ｎ＋１
ｒｉ

ξｉ－∑
ｎ＋ｄ

ｉ＝ｎ＋１
ｒｉξｉ－∑

ｎ

ｉ＝１
α
ｈ
ｉ（ｙｉ（ｗＴｈｘｊ＋ｂｈ）－１＋ξ

ｈ
ｉ）
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－∑
ｎ＋ｄ

ｉ＝ｎ＋１
αｉ（

１
Ｓ



ｉ ∑ｊ∈Ｓｉ
（ｗＴｃｘｊ＋ｂｃ）－ｙｉ＋εｉ＋ξｉ） （９）

－∑
ｎ＋ｄ

ｉ＝ｎ＋１
αｉ（ｙｉ＋εｉ＋ξ

ｉ
－ １
Ｓｉ ∑ｊ∈Ｓｉ

（ｗＴｃｘｊ＋ｂｃ））

其中，α
ｈ＝（αｈ１，…，αｈｎ），α＝（α１，…，αｄ），α ＝（α１，…，

αｄ），ｒｈ＝（ｒ１，…，ｒｎ），ｒ＝（ｒ１，…，ｒｄ），ｒ ＝（ｒ１，…，

ｒｄ）是拉格朗日系数．根据 ＫａｒｕｓｈＫｕｈｎＴｕｃｋｅｒ（ＫＫＴ）［１８］

条件：

Ｌ
ξ

ｈ
ｉ
＝０Ｃｈ＝αｈｉ＋ｒｈｉ （１０）

Ｌ
ξ

（）
ｉ
＝０Ｃｃ＝α（）ｉ ＋ｒ（）ｉ （１１）

Ｌ
ｗｃ

＝０ｗｃ＋λ（ｗｃ－ｗｈ）

－∑
ｎ＋ｄ

ｉ＝ｎ＋１

αｉ
Ｓｉ ∑ｊ∈Ｓｉ

ｘｊ＋∑
ｎ＋ｄ

ｉ＝ｎ＋１

αｉ
Ｓｉ ∑ｊ∈Ｓｉ

ｘｊ＝０ （１２）

Ｌ
ｗｈ

＝０ｗｈ－λ（ｗｃ－ｗｈ）－∑
ｎ

ｉ＝１
α
ｈ
ｉｙｉｘｉ＝０ （１３）

Ｌ
ｂｃ
＝０λ（ｂｃ－ｂｈ）＝∑

ｎ＋ｄ

ｉ＝ｎ＋１
（αｉ－αｉ） （１４）

Ｌ
ｂｈ

＝０－λ（ｂｃ－ｂｈ）＝∑
ｎ

ｉ＝１
α
ｈ
ｉｙｉ （１５）

将式（１０）～（１５）回代到式（９）并化简后可得其对偶
问题如下：

ｍｉｎ
α
ｈ
，α，α



１＋λ
２（１＋２λ）

（∑
ｎ＋ｄ

ｉ＝ｎ＋１
∑
ｎ＋ｄ

ｊ＝ｎ＋１

（αｉ－αｉ）（αｊ－αｊ）
Ｓｉ Ｓｊ

∑
ｉ′∈Ｓｉ
∑
ｊ′＝Ｓｊ

ｘＴｉｘｊ＋∑
ｎ

ｉ＝１
∑
ｎ

ｊ＝１
α
ｈ
ｉα
ｈ
ｊｙｉｙｊｘＴｉｘｊ）

＋ λ
２（１＋２λ）

（∑
ｎ

ｉ＝１
∑
ｎ＋ｄ

ｊ＝ｎ＋１
αｉｙｉ

（αｊ－αｊ）
Ｓｊ ∑

ｋ∈Ｓｊ

ｘＴｉｘｋ

＋∑
ｎ

ｉ＝１
∑
ｎ＋ｄ

ｊ＝ｎ＋１
α
ｈ
ｉｙｉ
（αｊ－αｊ）
Ｓｊ ∑

ｋ∈Ｓｊ

ｘＴｋｘｉ）

＋１２λ∑
ｎ

ｉ＝１
∑
ｎ

ｊ＝１
α
ｈ
ｉα
ｈ
ｊ＋∑

ｎ＋ｄ

ｉ＝ｎ＋１
αｉ（εｉ－ｙｉ）＋∑

ｎ＋ｄ

ｉ＝ｎ＋１
αｉ（εｉ＋ｙｉ），

ｓ．ｔ．αｈｉ∈［０，Ｃｈ］，αｉ，αｉ∈［０，Ｃｃ］，

∑
ｎ

ｉ＝１
α
ｈ
ｉｙｉ＋∑

ｎ＋ｄ

ｉ＝ｎ＋１
（αｉ－αｉ）＝０． （１６）

为将式（１６）化为标准的二次规划形式，此处
令 β＝［αｈ，α，α］Ｔ，

０≤β≤［Ｃｈ，…，Ｃ{ ｈ
ｎ

Ｃｃ，…，Ｃ{ ｃ
ｄ

Ｃｃ，…，Ｃ{ ｃ
ｄ

］，

ｆＴ＝［ｙ１，…，ｙｎ，１，…，{１
ｄ

，－１，…，

     

－１
ｄ

］，｛ｙｉ｝ｎｉ＝１为历

史域中训练样本的标签，

珓ｅ＝［０，…，{ ０
ｎ

，ε－ｙ，ε＋ｙ］，

珘Ｋ＝

１＋λ
１＋２λ

Ｋｈ，ｈ＋
１
λ

λ
１＋２λ

Ｋｈ，ｃ －λ１＋２λ
Ｋｈ，ｃ

λ
１＋２λ

ＫＴｈ，ｃ
１＋λ
１＋２λ

Ｋｃ，ｃ －１＋λ１＋２λ
Ｋｃ，ｃ

－λ１＋２λ
ＫＴｈ，ｃ －１＋λ１＋２λ

Ｋｃ，ｃ
１＋λ
１＋２λ

Ｋｃ，













ｃ
（ｎ＋２ｄ）×（ｎ＋２ｄ）

，

Ｋｈ，ｈ＝（ｙｉｙｊｘＴｉｘｊ）ｉ，ｊ＝１，…，ｎ，

Ｋｈ，ｃ＝（
ｙｉ
Ｓｋ ∑ｊ∈Ｓｋ

ｘＴｉｘｊ）ｉ＝１，…，ｎ，ｋ＝１，…，ｄ，

Ｋｃ，ｃ＝（
１

Ｓｉ Ｓｊ ∑ｉ′∈Ｓｉ∑ｊ′∈Ｓｊ
ｘＴｉ′ｘｊ′）ｉ，ｊ＝１，…，ｄ．

化简后可得标准的二次规划形式，如式（１７）所示：

ｍｉｎ
β

１
２β

Ｔ珟Ｋβ＋珓ｅＴβ （１７）

ｓ．ｔ．ｆＴβ＝０
一般地，真实样本空间很难做到准确划分，为此需要进

行核化，其实质是找到一个合适的映射φ：ｘｉ∈Ｒ
ｄ→

φ（ｘｉ）∈Ｒ
Ｄ（ｄ＜＜Ｄ），并用核函数 ｋ（μ，ｖ）表示映射后

的内积φ（μ）
Ｔ
φ（ｖ），令

Ｋｈ，ｈ＝（ｙｉｙｊｋ（ｘｉ，ｘｊ））ｉ，ｊ＝１，…，ｎ

Ｋｈ，ｃ＝（
ｙｉ
Ｓｋ ∑ｊ∈Ｓｋ

ｋ（ｘｉ，ｘｊ））ｉ＝１，…，ｎ，ｋ＝１，…，ｄ

Ｋｃ，ｃ＝（
１

Ｓｉ Ｓｊ ∑ｉ′∈Ｓｉ∑ｊ′∈Ｓｊ
ｋ（ｘｉ′，ｘｊ′））ｉ，ｊ＝１，…，ｄ

式（１７）核化后可得式（８）．（证毕）
定理２ ［１９］：式（８）所示对偶问题所转化的二次规

划问题为凸二次规划问题．
证明 式（８）中珟Ｋ可以表示成如下形式：

珟Ｋ＝珟Ｋ１＋珟Ｋ２＋珟Ｋ３＋
１
λ
Ｉ，Ｉ＝［１］ｎ×ｎ，

珟Ｋ１＝ λ
１＋２λ

Ｋｈ，ｈ Ｋｈ，ｃ －Ｋｈ，ｃ
ＫＴｈ，ｃ Ｋｃ，ｃ －Ｋｃ，ｃ
－ＫＴｈ，ｃ －Ｋｃ，ｃ Ｋｃ，









ｃ （ｎ＋２ｄ）×（ｎ＋２ｄ）

，

珟Ｋ２＝
１

１＋２λ

Ｋｈ，ｈ ０ ０
０ ０ ０









０ ０ ０（ｎ＋２ｄ）×（ｎ＋２ｄ）

，

珟Ｋ３＝
１

１＋２λ

０ ０ ０
０ Ｋｃ，ｃ －Ｋｃ，ｃ
０ －Ｋｃ，ｃ Ｋｃ，









ｃ （ｎ＋２ｄ）×（ｎ＋２ｄ）

．

令

Ｑ１＝ λ
１＋２槡 λ

（ｙ１ｘ１，…，ｙｎｘｎ，
１
Ｓ１ ∑ｉ∈Ｓ１

ｘｉ，…，

１
Ｓｄ ∑ｉ∈Ｓｄ

ｘｉ，－
１
Ｓ１ ∑ｉ∈Ｓ１

ｘｉ，…，－
１
Ｓｄ ∑ｉ∈Ｓｄ

ｘｉ），

则易见珟Ｋ１＝ＱＴ１Ｑ１，所以珟Ｋ１是半正定矩阵，同理可知
珟Ｋ２和珟Ｋ３也是半正定矩阵，所以珟Ｋ为半正定矩阵，由此
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得证式（８）所示二次规划为凸二次规划．（证毕）
定理３ ［１９］：求解式（８）的二次规划问题得到的解

为全局最优解．
证明 因为式（８）的二次规划为凸二次规划，则

ＫＫＴ条件也是充分条件，因此得到的二次规划的解为
全局最优解．（证毕）

定理 ４ ［１９］：设珘β＝（珘αｈ，珘α，珘α）Ｔ是对偶问题式
（８）的解，则式（７）所示 ＴＧＰＬＭ的原始优化问题对于 ｗｃ
和ｂｃ的解存在全局最优解，并可表示为：

ｗｃ＝ λ
１＋２λ∑

ｎ

ｉ＝１

珓αｈｉｙｉｘｉ＋
１＋λ
１＋２λ∑

ｎ＋ｄ

ｉ＝ｎ＋１

珓αｉ－珓αｉ
Ｓｉ ∑ｊ∈Ｓｉ

ｘｊ （１８）

ｂｃ＝ｙｉ－ λ
１＋２λ∑

ｎ

ｊ＝１

珓αｈｊｙｊ
Ｓｉ ∑ｋ∈Ｓｉ

ｋ（ｘｊ，ｘｋ）

－１＋λ１＋２λ∑
ｎ＋ｄ

ｊ＝ｎ＋１

珓αｊ－珓αｊ
Ｓｊ Ｓｉ ∑ｌ∈Ｓｊ∑ｋ∈Ｓｉ

ｋ（ｘｌ，ｘｋ）） （１９）

证明 根据定理２以及定理３的证明，可知式（８）
为凸二次规划，而又根据定理３的满足条件可知该二次
规划的解为全局最优解．
因此，若珘β＝（珘αｈ，珘α，珘α）Ｔ为式（８）的解，那么根据式
（１２）和（１３）可解得：

ｗｃ＝ λ
１＋２λ∑

ｎ

ｉ＝１

珓αｈｉｙｉｘｉ＋
１＋λ
１＋２λ∑

ｎ＋ｄ

ｉ＝ｎ＋１

珓αｉ－珓αｉ
Ｓｉ ∑ｊ∈Ｓｉ

ｘｊ，

选取 ｎ个αｈｊ位于开区间（０，Ｃｈ），ｄ个αｊ和αｊ位于开区
间（０，Ｃｃ）的分量（珘ａｈｊ，珘ａｊ，珘ａｊ）Ｔ，可以计算得出

ｂｃ＝ｙｉ－ λ
１＋２λ∑

ｎ

ｊ＝１

珓αｈｊｙｊ
Ｓｉ ∑ｋ∈Ｓｉ

ｋ（ｘｊ，ｘｋ）

－１＋λ１＋２λ∑
ｎ＋ｄ

ｊ＝ｎ＋１

珓αｊ－珓αｊ
Ｓｊ Ｓｉ ∑ｌ∈Ｓｊ∑ｋ∈Ｓｉ

ｋ（ｘｌ，ｘｋ）），

由此得到的 ｗｃ和ｂｃ则为原始问题（７）的全局最
优解．（证毕）

这里值得指出的是，对于式（１８）和（１９）所给出的最
优解同时包含了从当前领域和历史领域的信息，如 ｗｃ

中 λ
１＋２λ∑

ｎ

ｉ＝１
ᾱ
ｈ
ｉｙｉｘｉ部分为从历史领域中学习得到的知

识，
１＋λ
１＋２λ∑

ｎ＋ｄ

ｉ＝ｎ＋１

珓αｉ－珓αｉ
Ｓｉ ∑ｊ∈Ｓｉ

ｘｊ部分则为从当前领域中学

习获取的知识．
３３ ＴＧＰＬＭ算法流程

由上述分析可得ＴＧＰＬＭ方法的具体步骤如表１所
示．
３４ ＴＧＰＬＭ的问题复杂度分析

ＴＧＰＬＭ的训练复杂度主要由其对应的二次规划问
题决定，以经典的二次规划问题解法为例［１５］，所提方法

空间复杂度为（Ｏ（Ｎ２）），时间复杂度为（Ｏ（Ｎ３）），Ｎ＝ｎ
＋ｄ，其中 ｎ为历史领域样本个数，ｄ为当前领域样本
分组数．

表１ ＴＧＰＬＭ算法流程

步骤 迁移组概率学习机（ＴＧＰＬＭ）

Ｉｎｐｕｔ

ｎ个有标号的历史领域样本｛（ｘｉ，ｙｉ）｝ｎｉ＝１，ｍ个无标号

的当前领域样本｛ｘｊ｝ｎ＋ｍｊ＝ｎ＋１，ｄ个当前领域组概率｛（Ｓｋ，

ｐｋ｝ｄｋ＝１．

Ｏｕｔｐｕｔ 分类决策函数 ｇ（ｘ）．

Ｓｔｅｐ１

根据公式（３）和｛（Ｓｋ，ｐｋ｝ｄｋ＝１计算当前领域数据的分组的

反向标定输出 ｙｋ，ｋ＝１，．．．，ｄ，进而结合｛（ｘｉ，ｙｉ）｝ｎｉ＝１，

｛ｘｊ｝ｎ＋ｍｊ＝ｎ＋１计算 Ｋｈ，ｈ，Ｋｈ，ｃ，Ｋｃ，ｃ，最后求出矩阵珟Ｋ；

Ｓｔｅｐ２ 根据定理１构造矩阵珟Ｋ，求解拉格朗日系数β；

Ｓｔｅｐ３ 根据公式（１８）计算决策超平面法向量 ｗｃ；

Ｓｔｅｐ４ 根据公式（１９）计算偏移量 ｂｃ；

Ｓｔｅｐ５ 输出分类决策函数 ｆ（ｘ）＝ｗＴｃφ（ｘ）＋ｂｃ．

４ 实验结果与分析

本节将在几种不同类型的数据集上进行实验：（１）
人工二维团状随机高斯型数据集；（２）不同领域真实数
据集（包括 ２０Ｎｅｗｓｇｒｏｕｐ［２０，２１］，Ｒｅｕｔｅｒｓ［２０，２１］，垃圾邮件检
测数据集［９～２２］和入侵检测分类数据集［１２］）；（３）人脸图
像分类数据集ＰＩＥ［２３］．

对测试人造数据集中主要引入 ＳＶＭ［２４］，ＩＣＳＶＭ［２］

两种算法进行比较；在测试真实数据集的实验中主要

引入 ＳＶＭ，ＴＳＶＭ［２５］，ＴｒＳＶＭ［１１］，ＬＷＥ［１２］，ＬＭＰＲＯＪ［１３］五类
算法进行比较．

本文方法与其他方法进行学习能力比较时，以当

前领域数据分类的精度为所提方法评价指标，具体的

指标为：Ａｃｃｕｒａｃｙ＝
｛ｘ｜ｘｃ∈Ｄｃ∩ｆ（ｘｉ）＝ｙｃ｝

｛ｘ｜ｘｃ∈Ｄｃ｝
，其中 Ｄｃ

表示当前领域数据集，ｙｃ表示ｘｃ的真实标签类别，ｆ（ｘ）
为使用学习所得分类器对 ｘｃ进行分类所得结果．

本文所有实验均通过网格搜索的方式来确定优化

的实验参数．判定参数性能的标准采用文献［２］相同的
策略，在训练集上以１０倍交叉验证时所得分类精度为
评价指标．在核函数选择上均采用高斯核函数，核宽度
参数２σ２以源领域样本的平均２范数的平方 ｓ为基准，

并在网格｛
ｓ
６４，

ｓ
３２，

ｓ
１６，

ｓ
８，
ｓ
４，
ｓ
２，ｓ，２ｓ，４ｓ，８ｓ，１６ｓ，３２ｓ，

６４ｓ｝中搜索最优值；ＴＧＰＬＭ的正则化参数 Ｃｈ和Ｃｃ在网
格｛２－８，２－７，２－６，２－５，２－４，２－３，２－２，２－１，２０，２１，２２，２３，２４，
２５，２６，２７，２８，２９，２１０｝中搜索最优值；平衡参数λ在区间
｛２－６，２－５，２－４，２－３，２－２，２－１，２０，２１，２２，２３，２４，２５，２６，２７，
２８，２９，２１０，２１１｝中搜索最优值．所有实验均在 ＩｎｔｅｌＣｏｒｅ２，
２０ＧＨｚ主频，２ＧＲＡＭ，ＷｉｎｄｏｗｓＸＰ系统下执行，ＳＶＭ算
法由 Ｌｉｂｓｖｍ［２６］软件实现，其他算法均在 ＭａｔｌａｂＲ２００９Ａ
环境下实现．
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对于所有数据集，历史领域和当前领域数据均具

有标签信息，但当前领域标签信息仅用于学习方法分

类性能的客观量化评价．
４１ 人工数据集

如图２所示，本人工生成两个分布服从不同团状高
斯分布的二类２Ｄ样本集，分别代表历史领域（ＨＤ）和
当前领域（ＣＤ），ＨＤ和 ＣＤ中正负样本点数均为５０．ＨＤ
中样 本 均 值 为 ［１２９２３１３９５９］，方 差 为 ［２９０５９
２７５２８］，ＣＤ中样本均值为［１２５１６２１８５８］，方差为
［２３４１６０９８９７］，其中 ＨＤ＋，ＨＤ－和 ＣＤ＋，ＣＤ－分布
代表源领域和目标领域中正类和负类样本．实验中当
前领域分组中数据个数 Ｋ分别取２，４，８，１６，每组中正
类样本所占比例作为其组概率信息．表２给出了不同分
组下的实验结果，同时图２给出了 Ｋ＝８时ＴＧＰＬＭ的分
类超平面和其他两种方法的分类超平面．

根据表２和图２，我们给出如下观察：
（１）由表２可以看出：当每组内样本个数为２时，ＩＣ

ＳＶＭ与所提方法具有相同的分类性能，这说明在组概率

信息较为丰富时，迁移学习机制已不能带来有益帮助；

随组内数据量的增加，所提方法因采用迁移学习机制相

对于非迁移学习的ＩＣＳＶＭ方法的优势逐渐明显．
（２）根据图２所得之实验结果可以看出：ＳＶＭ仅考虑

了历史领域样本分类效果达到最优，导致领域适应性能最

差；ＩＣＳＶＭ忽视了历史领域的信息来辅助学习，分类效果
也不理想；所提方法ＴＧＰＬＭ则继承了ＳＶＭ和ＩＣＳＶＭ方法
的优点，既利用了当前领域的类标签概率信息，还充分考

虑了领域间的相似性，从而获得了较好的决策分割线，性

能在一定程度上优于ＳＶＭ和ＩＣＳＶＭ方法．
表２ 团状随机高斯数据分类精度（粗体表示最优结果）

Ｋ
方法 ２ ４ ８ １６

ＳＶＭ ６６．５７ ６６．５７ ６６．５７ ６６．５７

ＩＣＳＶＭ ９２．０６ ９０．８４ ８５．１２ ７０．２８

ＴＧＰＬＭ ９２．０６ ９１．６０ ９０．０１ ８５．８９

４２ 真实数据集

根据４１小节中人工数据实验分析可知，若组内数
据个数过少，数据的隐私保护性能降低；而组内数据过

多则可利用的信息量急剧减少，组概率学习机不能有

效的工作，综合考虑如上因素，下面各实验均将当前领

域数据集每组数据的个数设置为８，每组正类样本的比
例作为该组的组概率信息．实验所采用的数据集及各
种算法的分类效果如下：

（１）不同领域真实数据集．包括跨领域文本数据集
Ｒｅｕｔｅｒｓ和２０Ｎｅｗｓｇｒｏｕｐｓ，垃圾邮件过滤数据集和入侵检
测数据集．各数据集预处理参见对应参考文献，详细信
息见表３所示，相应的实验结果见表４所示．

表３ 各不同领域真实数据集详细描述

学习任务 数据集
历史领域数据 当前领域数据

正类 负类 正类 负类

１ Ｏｒｇｓｖｓ．Ｐｅｏｐｌｅ ５８８ ６４９ ５８７ ６２１

２ Ｒｅｕｔｅｒｓ Ｏｒｇｓｖｓ．Ｐｌａｃｅ ４２８ ５８８ ４５６ ５８７
３ Ｐｅｏｐｌｅｖｓ．Ｐｌａｃｅ ４２８ ６４９ ４５６ ６２１
４ Ｃｏｍｐｖｓ．Ｓｃｉ ９９６ ９９８ ９９７ ９９９
５ Ｒｅｃｖｓ．Ｔａｌｋ ９９８ １０００ ９９７ ９９８
６ ２０Ｎｅｗｓｇｒｏ Ｒｅｃｖｓ．Ｓｃｉ ９９８ ９９８ ９９８ ９９９
７ ｕｐｓ Ｓｃｉｖｓ．Ｔａｌｋ ９９８ １０００ ９９９ ９９８
８ Ｃｏｍｐｖｓ．Ｒｅｃ ９９２ ９９８ ９９８ ９９７
９ Ｃｏｍｐｖｓ．Ｔａｌｋ ９９２ １０００ ９９８ １０００
１０ Ｅｍａｉｌ Ｕｓｅｒ１ｖｓ．Ｕｓｅｒ２ Ｕｓｅｒ１′ｓｅｍａｉｌ Ｕｓｅｒ２′ｓｅｍａｉｌ
１１ ｓｐａｍ Ｕｓｅｒ２ｖｓ．Ｕｓｅｒ３ Ｕｓｅｒ′２ｓｅｍａｉｌ Ｕｓｅｒ３′ｓｅｍａｉｌ
１２ ｆｉｌｔｅｒｉｎｇ Ｕｓｅｒ３ｖｓ．Ｕｓｅｒ１ Ｕｓｅｒ３′ｓｅｍａｉｌ Ｕｓｅｒ１′ｓｅｍａｉｌ
１３ Ｄｏｓ＆Ｒ２Ｌｖｓ．Ｐｒｏｂｉｎｇ Ｄｏｓ＆Ｒ２Ｌ＆Ｎｏｒｍａｌ Ｐｒｏｂｉｎｇ＆Ｎｏｒｍａｌ
１４ Ｉｎｔｒｕｓｉｏｎ Ｐｒｏｂｉｎｇ＆Ｄｏｓｖｓ．Ｒ２Ｌ Ｐｒｏｂｉｎｇ＆Ｄｏｓ＆Ｎｏｒｍａｌ Ｒ２Ｌ＆Ｎｏｒｍａｌ
１５ Ｒ２Ｌ＆Ｐｒｏｂｉｎｇｖｓ．Ｄｏｓ Ｒ２Ｌ＆Ｐｒｏｂｉｎｇ＆Ｎｏｒｍａｌ Ｄｏｓ＆Ｎｏｒｍａｌ
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表４ 各种方法在不同数据集下的精度比较结果

学习任务 ＳＶＭ ＴＳＶＭ ＴｒＳＶＭ ＬＷＥ ＬＭＰＲＯＪ ＴＧＰＬＭ

１ ６９．３１ ７２．８４ ７３．１４ ７９．６１ ８０．６３ ７９．２９

２ ６９．９５ ６９．８０ ７１．１６ ７２．８７ ７５．２０ ７６．７９

３ ５６．９３ ６３．００ ６７．３２ ６８．４９ ７０．８０ ７０．４５

４ ７２．２６ ７６．２３ ７１．２３ ８３．１１ ８２．１２ ８３．２７

５ ７０．１０ ７３．４０ ７９．６６ ７６．６０ ７９．３０ ８１．８５

６ ７８．３３ ８３．９０ ８５．１４ ８８．４１ ８６．６８ ８７．７９

７ ７５．９０ ８１．２０ ８５．０９ ８０．６８ ８４．２１ ８５．８７

８ ８３．７７ ８３．２４ ８４．３４ ８５．４０ ８６．７８ ９０．８１

９ ９０．６０ ９０．７４ ９３．５６ ９４．４３ ９５．４３ ９３．９３

１０ ９５．９８ ９５．１３ ９５．０８ ９３．２２ ９３．６２ ９７．１５

１１ ９６．６９ ９６．００ ９５．４５ ９８．５３ ９４．０１ ９７．９０

１２ ９０．１７ ８９．７３ ８９．３４ ８８．６８ ８８．６５ ９３．６８

１３ ８９．０２ ８８．７１ ８３．８３ ９６．３６ ８９．５６ ９５．９７

１４ ９２．７５ ８４．２５ ８７．５２ ９６．２３ ８８．５１ ９６．８８

１５ ９０．１８ ８９．２１ ７７．８３ ８０．２４ ８７．９５ ９３．４１

（２）ＰＩＥ人脸数据集．ＰＩＥ数据库包含 ６８个人的
４１３６８幅人脸灰度图像，随机选取１名男性和１名女性，
各１７０幅人脸图像构成一个二类数据集进行实验．分别
进行逆时针旋转１０度、３０度、５０度，以形成变化的当前
领域图像数据集．实验前，对上述图像集进行预处理，
使得其缩放到３２×３２像素大小，且每个像素为 ２５６灰
度级，则在图像空间，每幅图像由一个１０２４维的向量表
示．图３（ａ）和图 ３（ｂ）分别显示了旋转前后的部分图
像，对应的男性标签为１号，女性标签为３５号．表５给
出了不同算法在ＰＩＥ数据集上的实验结果．

根据上述真实数据集上的实验结果可得如下结

论：

（１）基线算法 ＳＶＭ在几乎所有数据集内分类性能

低于其他迁移学习方法，另外一个分类方法 ＴＳＶＭ的分
类效果也普遍不佳；

（２）由于充分考虑了当前领域数据的类标签概率
信息及历史领域样本的辅助信息，ＴＧＰＬＭ方法在上述
各种种数据集上的分类精度绝大部分都优于其它几类

迁移学习方法．同时上述的实验结果也进一步地说明
了利用类标签概率的迁移学习分类方法的有效性．

表５ ＰＩＥ数据集上各算法的平均精度

ＰＩＥＤａｔａｓｅｔ ＳＶＭ ＴＳＶＭ ＴｒＳＶＭ ＬＷＥ ＬＭＰＲＯＪ ＴＧＰＬＭ

１０度 ７３．５９ ７２．８４ ７４．２４ ７５．１６ ７４．６３ ８０．１９

３０度 ６９．３１ ６８．８０ ７０．１７ ７２．８７ ７３．２０ ７９．０９

５０度 ６４．６６ ６３．８０ ６４．７２ ６７．６１ ６８．８０ ７６．４５

４３ 参数敏感实验

４３１ 参数敏感实验１
本节将考察历史领域和当前领域的结构风险正则

化参数 Ｃｈ和Ｃｃ相关取值对所提方法性能的影响．选用
２０Ｎｅｗｓｇｒｏｕｐ数据集中的Ｃｏｍｐｖｓ．Ｔａｌｋ子数据集，具体的
实施方案如下：首先，固定 Ｃｈ＝２０，分别取 Ｃｃ为１０、２０、
３０和４０，实验结果如图４（ａ）所示；其次，同样地固定 Ｃｃ
＝２０，此时 Ｃｈ则分别取１０、２０、３０和４０，实验结果如图４
（ｂ）所示．

实验结果说明随参数 Ｃｃ和 Ｃｈ之间的比例变化，所
提算法分类性能变化不大，也表明了所提方法对于历史领

域和当前领域正则化参数的微小变化存在鲁棒性．
４３２ 参数敏感实验２

本节考察当前领域数据所分子集样本个数 Ｋ与可
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调参数Ｃ、λ对算法性能的影响．以表 ３第 ２个 Ｒｅｕｔｅｒｓ
数据集作为实验数据，采用两种实验策略：（１）在 Ｋ＝８
时，分别对 Ｃ与λ进行实验分析，具体的结果如图５（ａ）

和（ｂ）所示；（２）对实际应用参数 Ｋ取不同值时所提方
法最佳性能变化规律进行分析，具体如图５（ｃ）所示．

由所得实验结果可得如下结论：

（１）由于所提方法在原理上是基于结构风险最小
化学习模型而构造的方法，所以正则化参数 Ｃ对分类
效果有较大程度上的影响，这说明了对参数 Ｃ协调的
重要性．

（２）随领域间惩罚参数λ取值逐渐增加，ＴＧＰＬＭ方
法分类性能先缓慢上升后急剧下降．这是因为在λ取
值很小时，所提方法几乎完全依赖当前领域的类标签

概率信息进行知识学习，所以精度不高；随着λ取值的

增大，所提方法在借鉴当前领域的类标签概率信息的

同时学习了历史领域的辅助知识，从而获得了最优分

类效果；当λ取值很很大时，所提方法过分依赖了历史

领域的辅助知识，忽视了历史领域和当前领域数据分

布的差异，ＴＧＰＬＭ方法与 ＳＶＭ方法所得的决策超平面
被强制性趋同，导致了负迁移，使得新方法的分类性能

下降．
（３）随着当前领域中数据分组内数据数目 Ｋ的增

加，ＴＧＰＬＭ方法分类性能呈现逐渐下降的趋势．这是因
为伴随 Ｋ的增加，整个当前领域的分组数目将会减少，
类标签概率信息也会随之减少，所以导致所提方法的

分类性能下降．

５ 结论

本文从迁移学习角度对当前领域仅已知类标签概

率信息的模式分类问题进行了探讨，将历史领域的样

本信息和当前领域的类标签概率信息同时纳入目标决

策函数的构造中，提出一种迁移组概率学习机 ＴＧＰＬＭ．
在人工和真实数据集实验结果表明，所提 ＴＧＰＬＭ方法
不仅具备了ＳＶＭ算法易实现的优点，还具有相似领域
的知识迁移学习和目标领域类标签信息保护的功能．
对于本文方法今后依然在如下方面值得进一步探讨：

（１）多分类问题方面的扩展．由于所采用的反向标定技
术仅适用二分类问题，这使得本文方法还不适于多类

分类．今后我们将致力于研究一种适用于多类分类的
迁移组概率学习机；（２）大数据集方面的扩展．在历史
领域样本较大或当前领域组数较多的情况下，如何进

行更为快速有效地进行迁移组概率学习机模型的构建

也是我们今后尚需研究的内容．
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